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Resumo

Diversos trabalhos em processamento digital de imagens abrangem a identificacdo e
classificacdo de regides. Esta tarefa apesar de bdsica envolve um elevado grau de
complexidade. Este trabalho apresenta um modelo de algoritmos genéticos para classificagdo
de imagens multiespectrais baseado na evolucao genética de regras de associag@o a partir dos
atributos de cor e textura de um conjunto de amostras de treinamento. A implementacdo de
uma ferramenta denominada AGCIM (Algoritmo Genético de Classificacdo de Imagens
Multiespectrais) permitiu avaliar o modelo do algoritmo genético proposto para o problema
de classificacdo de imagens. Com a implementacio do AGCIM foram realizados testes
experimentais com diversas imagens e foram apresentados os resultados obtidos pela
implementacdo desenvolvida. A partir desses testes, foi possivel comprovar a viabilidade da
utilizacdo dos algoritmos genéticos na classificacio de imagens multiespectrais. A
classificacdo de imagens por evolucdo genética de regras abre caminho para uma gama de
aplicacdes nos mais diversos campos do conhecimento, cuja identificacio e classificacdo de
regides em imagens coloridas ou multibandas tornam-se necessarias. Tal possibilidade
permite diversas alternativas de trabalhos futuros.

Palavras-Chaves: Algoritmos Genéticos; Classificacdo; Imagens Digitais; Segmentacao.

Abstract

Diverse works in digital processing of images enclose the identification and classification of
regions. This task, although basic, involves one high degree of complexity. This work
presents a model of genetic algorithms for classification of multispectral images based in the
genetic evolution of rules of association from the attributes of color and texture of a set of
samples of training. The implementation of a called tool AGCIM (Genetic Algorithm of
Classification of Multiespectrais Images) allowed to evaluate the model of the considered
genetic algorithm for the problem of classification of images. With the implementation of the
AGCIM experimental tests with diverse images had been carried through and had been
presented the results gotten for the developed implementation. By these tests, it was possible
to prove the viability of the use of the genetic algorithms in the classification of multispectral
images. The classification of images for genetic evolution of rules opens way for a gamma of
applications in the most diverse fields of the knowledge, whose identification and
classification of regions in colorful images or multibands become necessary. Such possibility
discloses diverse alternatives of future works.
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1. INTRODUCAO

A Anidlise de Imagens € uma area que desperta crescente interesse por envolver as
atividades de identificacdo e classificacdo de informagdes extraidas de uma cena. Métodos de
reconhecimento e classificacio de imagens sdo amplamente empregados em aplicagcdes
destinadas para o meio cientifico e industriais, e t€m beneficiado dreas como medicina,
microscopia, sensoriamento remoto, controle de qualidade, dentre outras.

Num sistema de classificacdo a andlise de imagens tem por finalidade extrair
informacgdo suficiente para possibilitar a distin¢ao entre regides de interesse. Esta tarefa apesar
de bésica reveste-se de elevado grau de complexidade, pois tenta reproduzir o sofisticado
processo de classificagdo e reconhecimento realizado pela visdo humana.

No reconhecimento de padrées em imagens, algumas das caracteristicas mais
empregadas sdo: a cor e a textura. A boa quantificacdo destas caracteristicas permitird a
identificacdo e a classificacdo de padrdes. A classificagdo baseada apenas na cor € a forma
mais simples. J4 a classificacdo por textura envolve maior complexidade. Varios métodos
para classificagdo de imagens empregando caracteristicas de textura t€ém sido propostos.
Porém, ndo existe um método genérico ou uma abordagem formal que seja util para uma
grande variedade de imagens.

Este trabalho descreve um método para classificacdo de imagens multiespectrais. Na
abordagem adotada, cada pixel € representado por um vetor de caracteristicas de cor e textura
em cada banda espectral. Apesar da presenca de componentes aleatdrios, espera-se que 0s
pixels de uma mesma classe apresentem um comportamento padrdo nas diferentes bandas
espectrais. O problema consiste em alocar cada um dos pixels da imagem nas classes
correspondentes, de forma a maximizar acertos ou minimizar erros de classificacdo. Tal
problema pode ser modelado como um problema de maximizar ou minimizar uma func¢ao
cujas varidveis devem obedecer a certas restricdes. Neste contexto, de vasto espaco de busca e
de solucdes sujeitas a restrigdes, surgem os algoritmos genéticos como uma forma de resolver
problemas de busca adaptativa em que o conhecimento para controlar a procura é obtido
dinamicamente.

A estratégia adotada foi empregar Algoritmos Genéticos na descoberta de regras de
associacdo para as classes, a partir de um conjunto de amostras de cada classe de interesse,
que permitissem atribuir os pixels da imagem nas classes correspondentes, minimizando os
erros de classificagdo. Uma regra de associagdo, representada por um cromossomo, assume a
forma SE (C,, C,, Cs,..., C, e/lou Ty, Ty, Ts. ..., Ty ) entdo P, onde os atributos de cor e textura
da imagem (C;, Cy, Cs,..., C, e/ou Ty, Ty, T; ..., T, ) estdo representado simbolicamente como
condig¢des para que a conclusdo da regra, caracterizada por (P), seja verdadeira. Baseado nesta
hipétese pode-se procurar obter regras que caracterizem uma classe através de evolucdo
genética.

Os Algoritmos Genéticos tém sido bem sucedidos em diversas aplicacoes,
particularmente em problemas de otimizagdo. Tais problemas sdo caracterizados pela busca
de boas solugdes dentre um numero elevado de possiveis solucdes (espaco de busca). Os
Algoritmos Genéticos tornam-se atrativos devido ao fato de ndo ser necessdrio descrever
como encontrar uma boa solugdo. Assim, a descoberta de padrdes em forma de regras de
associagdo, através de Algoritmos Genéticos, revela-se um método promissor de classificacao
de imagens.

2.  DESCRICAO DE REGIOES

A segmentacdo é uma tarefa basica no processo de andlise de imagens. Na
segmentagdo, a imagem € dividida em regides semelhantes (em um determinado contexto de



interesse) para uma aplicacdo especifica. Talvez a caracteristica mais importante de um
método de segmentacdo seja a defini¢do do que € uma regido. Por exemplo, uma regidao pode
ser definida como um conjunto de pixels conectados por meio de uma condicdo de
uniformidade ou, ainda, uma regido pode ser vista como um conjunto de pixels conectados
envolvidos por uma borda de pixels criando um contorno. Na primeira definicdo, a
segmentagdo € realizada com base na similaridade, enquanto na segunda defini¢do, com base
na descontinuidade [1] .

Apds a segmentacdo de uma imagem em regides, os agrupamentos resultantes de
pixels segmentados normalmente sdo representados e descritos em um formato apropriado
para o processamento subseqiiente. A representacdo de uma regido pode ser feita em termos
de suas caracteristicas externas (sua fronteira) ou em termos de suas caracteristicas internas
(os pixels que compde a regido). Uma representagdao externa normalmente ocorre quando as
caracteristicas de forma s3o mais relevantes. E uma representacdo interna quando
propriedades como cor e textura forem mais importantes. Em ambos os casos, as
caracteristicas escolhidas como descritores devem ser o menos sensivel possivel a variacoes
de tamanho, rotacao e translagdo [2].

Concluida a representagdo, a proxima tarefa consiste na descri¢do da regido a partir
da forma como foi representada. Neste trabalho, priorizou-se a representacdo interna
enfatizando as caracteristicas de cor e textura na descri¢do de regides [3].

2.1. DESCRITOR DE COR

A cor € uma resposta subjetiva a um estimulo luminoso que penetra nos olhos. Ela é
uma das caracteristicas mais utilizadas pelos seres humanos para conhecimento e
discriminacdo visual. Para perceber a cor, o sistema visual humano possui células foto
sensiveis que se subdividem em trés categorias, com diferentes maximos de sensibilidade
situados em torno do vermelho, verde e azul. As sensacdes de cor percebidas sdo baseadas na
combinacdo das intensidades dos estimulos recebidos por estas células [4].

Devido a possibilidade de se obter qualquer outra cor a partir da combinagao destas
tr€s, em diferentes propor¢des, elas passaram a ser denominadas de cores primdrias aditivas.
A combinagdo das cores primdria duas a duas produz as chamadas cores secunddrias: Ciano,
Magenta e Amarelo. A combinagao das trés cores primdrias aditivas produz a cor branca.

Viarios modelos de representagdo de cores foram criados para permitir a
especificacdo de cores em um formato padronizado. O modelo RGB, se baseia em um sistema
de coordenadas cartesianas representado na forma de um cubo, onde trés de seus vértices sao
cores primdrias (R, G, B) e os outros trés sdo cores secundarias (C, M, Y), a escala de cinza se
estende pela diagonal do cubo que sai da origem (preto) até o vértice mais distante dela
(branco).

2.2. DESCRITOR DE TEXTURA

Uma importante abordagem para descricdo de regides é a quantificacdo do seu
conteudo de textura [5]. A textura refere-se a um padrdo visual que possui algumas
propriedades de homogeneidade que nao resultam simplesmente de uma cor ou intensidade. A
textura, presente na maioria das imagens naturais, € fundamental para visdo humana e serve
como excelente descritor regional contribuindo na melhoria da exatidao do processo de
reconhecimento, descri¢do e classificacdo de imagens [6]. Entretanto, o sofisticado processo
de reconhecimento de textura, realizado intuitivamente pela visdo humana, se reveste de
grande complexidade computacional [7]. A Textura € uma expressdo relacionada com as
propriedades que representam a superficie de um objeto. E um termo intuitivo e de largo

emprego, mas apesar de sua importancia, ndo possui uma defini¢do precisa [8].



Para quantificacdo da textura, os autores desenvolveram um coeficiente denominado
Coeficiente de Variagao Espacial que apresentou bons resultados na classificacdo de imagens
coloridas permitindo distinguir satisfatoriamente diferentes classes de texturas [9].

3.  RECONHECIMENTO DE PADROES

O reconhecimento de padrdes € um procedimento que tem por finalidade classificar
ou descrever objetos através de um conjunto de caracteristicas (padrdo) com o objetivo de
atribui-los a um conjunto desconhecido de classes de padrdes (clustering) ou identificar um
objeto como membro de um conjunto conhecido de classes (classifica¢ao).

No reconhecimento de padrdes busca-se uma classificacio em que o grau de
associagdo entre os objetos de mesma classe seja maior do que o grau de associagdo entre os
objetos de classes distintas.

3.1. PADROES E CLASSE DE PADROES

Segundo Gonzalez [8] padrao é uma descricdo quantitativa ou estrutural de um
objeto. Um padrdo normalmente é formado por um ou mais descritores. Assim, um padrdo é
um arranjo de descritores. J4 uma classe de padroes € uma familia de padrdes que
compartilham de algumas propriedades comuns. Na prdtica, os trés principais arranjos de
padrdes utilizados sdo os vetores (para descricdes quantitativas), cadeias e arvores (para
descri¢des estruturais). Vetores de padrdes sdo representados como colunas (matrizes n x 1)
com letras mindsculas em negrito, como X, y € z, tomando a forma:

X

% | onde, X1, X3, X3 ...X, SA0 suas caracteristicas (descritores).
X = X3

A natureza dos descritores de um vetor de padrdes x depende da técnica de medida
usada na descricao do proprio padrio fisico. Uma vez que um conjunto de caracteristicas
tenha sido selecionado, um vetor de padrdes representard cada amostra fisica. Portanto, cada
objeto serd representado por um ponto no espago euclidiano, cuja dimensdo espacial serd
igual ao ndmero de caracteristicas presentes no vetor.

3.2. FASES DO RECONHECIMENTO DE PADROES

O reconhecimento de padrdes abrange as seguintes fases: a representacdo dos dados
de entrada e sua mensurac¢ao, a extragdo das caracteristicas e a identificacao e classificacdo do
objeto em estudo.

A fase de representaciao dos dados de entrada visa descrever padrdes caracteristicos
do objeto, possibilitando a sua posterior classificagdo numa determinada classe. A fase de
extracio de caracteristicas tem por objetivo selecionar, dentre infinitas caracteristicas, as
mais significativas para a tarefa de classificacdo. Busca-se reduzir a dimensionalidade do
vetor padrdo e conseqiientemente o esforco computacional, sem prejuizo de informacao que
prejudique a qualidade da classificagdo. Para um bom desempenho do classificador €
fundamental uma escolha apropriada dessas caracteristicas que normalmente envolve
conhecimento especifico sobre o problema em estudo. A ultima etapa envolve a determinagao
de procedimentos que permitam a identificacdo e classificacdo do objeto em uma classe de
objetos (algoritmo de -classificacdo). Ao contrario da etapa anterior, nesta etapa, o
classificador pode ser concebido de forma independente da natureza do problema, e sua
aplicacdo é possivel em diferentes contextos, sem prejuizo de sua eficiéncia [10].



Algumas técnicas de reconhecimento de padrdes possuem uma etapa de aprendizado
que tem o propoésito de ensinar o classificador a distinguir dentre as classes, aquela que for
mais pertinente ao objeto. Este aprendizado € realizado por meio de um conjunto de amostras
denominado de amostras de treinamento.

Existem basicamente duas formas de treinamento: supervisionado e ndo-
supervisionado. No treinamento supervisionado, as classes sdo pré-definidas pelo usudrio
através das amostras de treinamento.

No treinamento nao-supervisionado, o usudrio utiliza algoritmos para reconhecer as
classes presentes. Neste caso, o problema envolve, além da classificacdo propriamente dita, a
identificacdo das classes existentes num conjunto de dados. Uma abordagem possivel para
solucionar tal problema seria a busca por aglomerados (clusters) de pontos no espago. Estes
aglomerados sdo formados por um grupo de pontos que podem ser considerados como
semelhantes entre si, em fun¢do de um determinado critério (como uma medida de distancia).
Este processo € denominado de clustering ou anélise de aglomerados.

4. O PROCESSO DE KDD (KNOWLEDGE DISCOVERY DATABASE)

O processo de descoberta de conhecimento em bancos de dados - Knowledge
Discovery in Databases - KDD refere-se ao processo nao trivial de identificacdo de padrdes
validos, novos, potencialmente uteis e compreensiveis em conjuntos de dados. A descoberta
de conhecimento em banco de dados tem ampla aplicacdo pratica em diversos dominios da
ciéncia, principalmente aplicagdes que envolvem a tecnologia da informacdo. Assim, 0s
bancos de dados representam depdsitos de conhecimento em potencial, que podem ser
explorados para se descobrir relagcdes, padroes e regras.

4.1. MINERACAO DE DADOS (DATA MINING)

Das diversas fases que compde o processo de KDD a mineracdo de dados é
considerada a mais importante. Esta fase € a responsdvel pela transformacido de dados em
informacdes. A mineragdo de dados estd relacionada com a descoberta de novos fatos,
regularidades, restrigdes, padroes e relacionamentos € nido apenas consultas complexas e
elaboradas com a finalidade de confirmar uma hipétese em funcdo dos relacionamentos
existentes.

A fase de Mineracdo de Dados caracteriza-se pelo emprego de um algoritmo que,
diante da tarefa especificada, busca extrair o conhecimento implicito e potencialmente util dos
dados. A mineracdo de dados, na verdade, € uma descoberta eficiente de informagdes validas
e ndo 6bvias de uma grande colecao de dados [11].

4.2. CLASSIFICACAO

Na tarefa de classificacdo cada tupla ou registro pertence a uma classe dentre um
conjunto pré-definido de classes. As tuplas compde-se de atributos preditivos e um atributo
objetivo, cujo valor definido pelo usudrio indica a que classe essa tupla pertence. O atributo
objetivo € do tipo categorico, ou discreto, isto €, pode tomar apenas um valor dentro de um
conjunto de valores discretos, determinando classes ou categorias. Esse atributo pode ter
valores discretos como SIM ou NAO, um valor pertencente a um intervalo de nimeros
inteiros, etc.

O propésito da tarefa de classificacao € descobrir algum tipo de relacionamento entre
os atributos preditivos e o atributo objetivo que permita encontrar um conhecimento que possa
ser utilizado para prever a classe de uma tupla ainda nao classificada.

Um algoritmo de classificacdo pode analisar estes dados e determinar que valores



dos atributos preditivos tendem a ser relacionados com cada um dos atributos objetivos. O
conhecimento descoberto pode entdo ser aplicado para prever um determinado evento.
Observe que esse conhecimento serd aplicado no atributo preditivo para o qual o valor do
atributo objetivo ainda é desconhecido.

O conhecimento descoberto € normalmente representado na forma de regras SE -
ENTAO. Essas regras sio interpretadas da seguinte forma: “SE os atributos preditivos de
uma tupla satisfazem as condicdes no antecedente da regra, ENTAO a tupla tem a classe
indicada no conseqiiente da regra”.

5.  ALGORITMOS GENETICOS

Algoritmos Genéticos sao modelos estocdsticos e probabilisticos de busca e otimizacao,
inspirados na evolugdo natural e na genética, aplicados a problemas complexos de otimizagcao
[12]. Problemas desta natureza envolvem tipicamente trés componentes: varidveis, restricoes
e funcdes objetivo. As varidveis descrevem os vdrios aspectos do problema. As restricdes
delimitam os valores validos para as varidveis e as fung¢des objetivo envolvem a minimizagao
ou a maximizag¢do de algum tipo de recurso e sdo empregadas para medir a qualidade de uma
solucdo gerada.

A finalidade da otimizagdo € encontrar, num espaco de busca multidimensional, onde
sdo consideradas todas as possibilidades de solu¢do de um determinado problema, um tal
conjunto de valores que, ao serem aplicados as varidveis do problema, permitam minimizar
(ou maximizar) uma funcao cujas varidveis devem obedecer as restri¢des impostas.

Encontrar solucdes 6timas ou aproximadas para problemas de otimizacao NP-arduos
estd longe de ser uma tarefa facil. Problemas desta complexidade sdo caracterizados por nao
linearidade, ruidos, descontinuidades ou espago de busca extremamente grande. O emprego
de métodos convencionais normalmente torna-se invidvel em virtude do enorme esforco
computacional exigido para sua solucgdo.

Metaheuristicas como os Algoritmos genéticos (AG’s) sdo estratégias adequadas
para solucdo de problemas desta natureza [13]. Estas estratégias empregam mecanismos de
busca que combinam escolhas aleatérias com o conhecimento obtido em resultados anteriores.
Guiando-se através do espaco de pesquisa do problema evitam paradas prematuras em 6timos
locais e proporcionam, conseqiientemente, melhores solucdes. Os Algoritmos Genéticos nao
garantem a solucdo 6tima, mas fornecem solugdes proximas, ou aceitdveis (sub-6timas). Além
de serem mais facilmente aplicados em problemas complexos com muitas varidveis e
restricdes ou com grandes espacos de busca [14].

5.1. MODELAGEM DO ALGORITMO GENETICO

A abordagem proposta utiliza uma imagem multiespectral como fonte de dados para
minera¢do de dados. Neste caso, cada pixel da imagem € tratado como um registro do banco
de dados. O padrdo € representado por um vetor de caracteristicas para cada pixel, composto
por um descritor local de cor e um descritor regional de textura, em cada uma das bandas
visiveis (RGB), figura 1.

Uma vez selecionado as medidas de cor e textura, um vetor de padrdes torna-se a
completa representacdo de cada amostra fisica. Assim, cada amostra torna-se um ponto no
espaco euclidiano bidimensional.

Como as medidas de cor e textura variam para cada amostra, variardo também os
vetores de padrdes que descrevem os objetos, esta variacdo ocorre ndo somente entre
diferentes classes, mas também dentro de cada classe. Entretanto, considerando que o usudrio
tenha selecionado pixels representativos das classes A e B (classificacdo supervisionada), o



grau de associacdo entre os pixels de mesma classe serd maior do que o grau de associagdao
entre os pixels de classes distintas. A selecdo adequada das caracteristicas € um fator
relevante, pois, o grau de separacdo entre as classes depende fortemente da escolha das
medidas dos padrdes selecionadas para uma aplicacao.

O algoritmo genético empregard, entdo, este conjunto de treinamento como banco de
dados, a fim de evoluir uma regra de associa¢do que permita representar cada vez melhor as
caracteristicas dos pixels que pertencam a cada classe.
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FIGURA 1 - Formacao do vetor de caracteristicas

A Tabela 1 apresenta, de forma ilustrativa, as medidas de textura e cor de 20 pixels
selecionados como conjunto de treinamento. Foram escolhidos dez pixels de amostra para
classe A e dez pixels de amostra para classe B.

TABELA 1 — Medidas de textura e cor

Classe Pixel Textura Cor

1 1 2

2 2 2

3 3 4

4 4 3

5 2 1

A 6 1 3
7 2 4

8 2 3

9 3 2

10 4 1

11 4 5

12 3 6

13 6 5

14 5 3

15 5 4

B 16 3 3
17 4 6

18 4 4

19 4 2

20 5 5

Uma regra de associacdo define um relacionamento entre atributos preditivos (A
condic¢do de uma regra - parte SE) composto pelos descritores de cor e textura; e um atributo
objetivo (conseqiiéncia - parte ENTAQO) que define a classe a que pertence o pixel.



A partir dos dados da Tabela 1 seriam geradas duas regras de decis@o, uma para cada classe:

Regra de associacao 1
SE (Textura >=1 E Textura<=4) E (Cor>=1 E Cor<=4)
ENTAO CLASSE1 | Pixel n

Regra de associacio 2
SE (Textura >=3 E Textura<=6) E (Cor>=2 E Cor<=6)
ENTAO CLASSE2 | Pixel n

Assim, € possivel criar uma imagem temdtica através da aplicacdo destas regras
sobre cada pixel da imagem. As figuras 2 e 3 demonstram que a ordem de aplicagdo destas
regras pode produzir diferentes fronteiras de decisdo.
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FIGURA 2 - Fronteira de decisdo aplicando a regra de decisdo (1 —2)
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FIGURA 3 - Fronteira de decisdo aplicando a regra de decisdo (2 — 1)

6. TESTE E RESULTADOS

Esta secdo apresenta diversos testes realizados com a finalidade de observar o
desempenho da metodologia adotada. Foram realizados testes com texturas naturais, testes
com imagens de satélites e testes com imagens médicas. Nestes testes, examinou-se o
desempenho do descritor de cor e do descritor de textura proposto.

6.1. TESTE DE PRECISAO

A Figura 4 apresenta um mosaico de texturas de cenas naturais extraidas de imagens
de satélite (Landsat -7 TM) construida com a finalidade de verificar o desempenho do método



na presenca de outras texturas. Cada textura que compde 0 mosaico possui 32x32 pixels e
demonstram a complexidade de variacdo tonal existente.

Foram selecionadas vinte amostras com janela de dimensdo 3x3 pixels das quatro
classes centrais da imagem. A Tabela 2 apresenta o coeficiente de variacdo para o conjunto de
amostras selecionadas utilizando os descritores de cor e textura em cada um dos trés canais
(RGB).

FIGURA 4. Mosaico de texturas naturais

TABELA 2 — Coeficiente de variagdo das amostras da figura 4.

Coeficiente de Variacao das Amostras
Classe Cor Textura
R G B R G B
1 4,70 4,83 6,73 | 4,71 5,18 5,49
2 5,79 3,31 7,69 | 4,00 2,83 5,94
3 4,03 553 | 4,14 | 2,65 4,20 2,50
4 18,00 | 15,52 | 6,43 | 26,60 | 25,75 15,40

A Tabela 3 apresenta a Matriz de classificacdo para as regras de associacdo geradas pelo
algoritmo genético. Verifica-se, neste exemplo, que a aplicacdo de cada regra definida para
uma determinada classe nao causaram omissdes nem erros de classificagao.

TABELA 3 — Matriz de de classificagdo para as regras de associagdo do AG

CLASSES 1 2 3 4 Desconhecida
1 100,00 0 0 0 0
2 0 100,00 0 0 0
3 0 0 100,00 0 0
4 0 0 0 100,00 0

A Figura 5 apresenta o percentual de pixels classificados corretamente, erroneamente
e ndo classificados, para o conjunto de teste (figura 4), pelo critério de classificag@o por cor e
textura. Pode-se observar também que a filtragem realizada poés-classificacdo, permitiu
melhorar ainda mais o resultado.
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Percentual

Teste de Precisao
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0,00 - — —
Classificados Classificados
Corretamente Erroneamente Nao Classificados
(Amostra) (Imagem)

O Classe 1 88,38 0,01 11,62

m Classe 2 95,21 0,01 4,79

OClasse 3 65,04 0,00 34,96

O Classe 4 97,46 0,00 2,54

FIGURA 5. Resultado apés a filtragem

A figura 6a. apresenta o resultado da classificagcdo pelo critério de cor ou textura da imagem
da figura 4. Pode-se notar ao centro as quatro texturas de onde foram extraidas as amostras
(nas cores vermelho, laranja, roxo e verde). A figura 6b. apresenta o resultado da filtragem
pela mediana da figura 6a. Pode-se notar o preenchimento das regides interiores e eliminac¢io
de arestas e ruidos.

FIGURA 6b. Imagem filtrada

FIGURA 6a. Classificagdo pelo critério de
cor ou textura da imagem da figura 4

Percebe-se, a partir da Figura 6b. que a metodologia empregada permitiu distinguir de modo
satisfatorio as diferentes classes de texturas presentes na imagem.

6.2. TESTE COM IMAGEM DE SATELITE

A Figura 7 apresenta uma composicao colorida das bandas 2/3/5, da regido do parque
Nacional, pr6ximo a Brasilia — DF, registrada em 14 de junho de 1985, pelo satélite Landsat-
5 TM (DGVINPE - http://www.dgi.inpe.br/html/gal-1.htm), utilizada com o propdsito de
verificar o desempenho do método com este tipo de imagem. Foram selecionadas vinte
amostras com janela de dimensao 3x3 pixels.
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FIGURA 7. Composic¢ado colorida bandas 2/3/5 — Parque Nacional
A Tabela 4 apresenta a Matriz de classificacdo para as regras de associacao geradas
pelo algoritmo genético. Verifica-se, neste exemplo que, com excecdo da classe 3, as demais

classes obtiveram resultados maiores ou iguais a 90% de acerto.

TABELA 4 — Matriz de de classificagdo para as regras de associagdo do AG

CLASSES 1 2 3 4 Desconhecida
1 95,00 0 0 0 0
2 5,00 90,00 0 0 0
3 0 0 75,00 0 25,00
4 0 0 0 100,00 0

A figura 8a. apresenta o resultado da classificagdo pelo critério de cor e textura da
imagem da figura 7. A figura 8b. apresenta o resultado da filtragem da figura 8a. Pode-se
notar o preenchimento das regides interiores e eliminacdo de arestas e ruidos. Nota-se uma
correta classificagao dos temas e boa defini¢ao dos limites.

1]

FIGURA 8a. Imagem da figura 7 classificada ~ FIGURA 8b. Imagem da figura 8a. filtrada.

11



6.3. TESTE COM IMAGENS MEDICAS

Dois novos testes foram realizados com imagens de emprego na medicina. Em ambos os
casos, foram utilizados vinte amostras com janelas de extracdo com dimensao de 3x3 pixels.
A figura 9a. apresenta a imagem de um melanoma (cancer de pele). A figura 9b. apresenta a
mesma imagem ap0s a aplicacdo de um filtro para localizacdo das bordas. Pode-se observar
que o resultado ndo foi satisfatério, pois a complexidade das texturas presentes nao permitiu

uma boa definicao dos limites.

FIGURA 9a. Melanoma FIGURA 9b. Resultado da detec¢do das bordas

A figura 10a. apresenta o resultado da classificacdo da imagem da figura 9a., pelo critério de
cor e textura, sem a preservagao do fundo, para uma classe (melanoma). A figura 9b. mostra o

resultado apds a aplicacao do filtro de mediana sobre a imagem 10a.

FIGURA 10a. Classificac¢@o pelo critério de FIGURA 10b. Resultado da filtragem da
cor e textura sem o fundo figura 10a.

A figura 11a. apresenta o resultado da deteccao de borda aplicada sobre a figura 10b. Nota-se
uma defini¢cdo de limites muito superior ao da figura 9b. A figura 11b. mostra a associacao da
imagem da figura 9a. com a imagem da figura 10b. Pode-se verificar a perfeita classificacio

do melanoma.
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FIGURA 11a. Detecgdo das bordas da figura FIGURA 11b. Associagdo da figura 9a. com a
10b. figura 10b.

A figura 12a. apresenta uma imagem com amostras de células do sangue. Foram consideradas
duas classes (roxo escuro e roxo claro). A figura 12b. apresenta o resultado da classificagdo
utilizando o critério de cor e textura, onde nota-se que as células presentes foram
corretamente classificadas.

FIGURA 12a. Amostra de células do sangue FIGURA 12b. Imagem classificada

7. CONCLUSOES

Diversos trabalhos em processamento digital de imagens envolvem a identificacdo e
classificacdo de regides. Esta tarefa apesar de bdsica, envolve um elevado grau de
complexidade, pois tenta reproduzir o sofisticado processo de classificagdo e reconhecimento
feito pela visdo humana.

A cor e a textura s@o importantes descritores utilizados no reconhecimento de
padrdes em imagens. Uma boa caracterizagdo destes, permite identificar padrdes ou realizar
descri¢des sobre o conteido da imagem. A textura refere-se a um padrao visual que possui
propriedades de homogeneidade que ndo resultam simplesmente de uma cor ou intensidade. A

extracdo de suas caracteristicas é considerada uma importante fonte de informagdo para
segmentacdo de imagens.

Um modelo de Algoritmos Genéticos para classificagdo de pixels em uma imagem
multiespectral foi desenvolvido. Este modelo, baseado em conceitos de mineracdo de dados
por regras de associagdo, permitiu a evolucdo de regras que melhor caracterizassem um
conjunto de pixels da imagem.

A implementacdo de uma ferramenta denominada AGCIM (Algoritmo Genético de
Classificacdo de Imagens Multiespectrais) permitiu avaliar o modelo proposto para o
problema de classificacio de imagens. O AGCIM analisa um conjunto de amostras de
diferentes classes e extrai a regra que melhor diferencie um grupo de pixels em relacdo a
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todos os pixels da imagem. Visando otimizar o processo de busca de regras e obter melhor
qualidade, foram implementadas técnicas evolutivas (método de inicializa¢do, normalizag¢ao
linear, elitismo, busca local e interpolacdo adaptativa). Com a implementacdo do AGCIM,
foram realizados testes experimentais com diversas imagens e foram apresentados os
resultados obtidos. A partir desses testes, foi possivel comprovar a viabilidade da utilizacao
do Algoritmo Genético na classificagdo de imagens multiespectrais.

Outra contribui¢do do método proposto estd na ampliacdo da capacidade de distin¢gdo
de regides. A associacdo de cor e textura amplia as possibilidades de identificacdo, através da
andlise de sua informagdo combinada nas diversas bandas.

Este trabalho empregou imagens multiespectrais que podem ser visualizadas na
forma de composi¢oes coloridas de trés bandas associadas aos canais Red, Green e Blue. Tais
composi¢des, capazes de sintetizar numa Unica imagem uma grande quantidade de
informacao, facilitam a interpretacdo dos objetos através da representacdo dessa informacgao
em diferentes cores. Mas o método nao se limita a apenas trés bandas, podendo futuramente
ampliar o numero de bandas consideradas e aumentar em muito as possibilidades de andlise
(imagens hiperespectrais).

A classificacdo de imagens multiespectrais por evolu¢do genética de regras abre
caminho para uma gama de aplicacdes nos mais diversos campos do conhecimento, cuja
identificacdo e classificacdo de regides em imagens coloridas ou multibandas tornam-se
necessdrias. Tal possibilidade descortina diversas alternativas de trabalhos futuros.
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