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Analise de Componentes Principais (PCA)

1. Introducao

A analise dos componentes principais - ACP ou PCA (do inglés Principal
Component Analysis) ¢ um método que tem por finalidade bésica, a andlise dos dados
usados visando sua reducio, eliminag¢do de sobreposi¢des e a escolha das formas mais

representativas de dados a partir de combinacdes lineares das variaveis originais.

E também chamado de Transformada Discreta de Karhunen-Loéve (KLT) ou

ainda Transformada Hofelling, em homenagem a Kari Karhunen, Michel Loeve

[1907-1979] e Harold Hotelling. Ela transforma variaveis discretas em coeficientes

descorrelacionados. Foi derivada por Hofelling e por ele denominada como Método

dos Componentes Principais.

Andlise de Componentes Principais (PCA) é um dos métodos estatisticos de
multiplas varidveis mais simples. A PCA € considerada a transformacio linear 6tima,
dentre as transformadas de imagens, sendo muito utilizada pela comunidade de

reconhecimento de padroes.

2. Componentes principais (PC’s)

A andlise de componentes principais (PCA) é uma maneira de identificar a
relaciio entre caracteristicas extraidas de dados. E bastante ttil quando os vetores de
caracteristicas tém muitas dimensdes, quando uma representacdo grafica ndo € possivel,

mas também pode ser ttil em dimensdes menores, como mostra a Figura 1.

A componente principal € o arranjo que melhor representa a distribui¢cdo dos
dados (linha vermelha na Figura 1) e a componente secundaria é perpendicular a

componente principal (linha azul na Figura 1).
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Figura 1 - Linha vermelha mostra a distribui¢do principal dos dados e a linha azul

mostra a componente secunddria.

Os passos para calcular as componentes principais sao:

= obter os dados ou as M amostras de vetores de dimensio n;
= calcular a média ou o vetor médio destes dados;

= subtrair a média de todos os itens de dados;

= calcular a matriz de covariiancia usando todas as subtrag¢des. Ela é o resultado

da média do produto de cada subtracio por ela mesma e terd dimensao n X n;
= calcular os auto valores e auto vetores da matriz de covariancia.

= arranjar os a matriz da Transformada de Hotelling (cujas linhas sdo formadas
a partir dos autovetores da matriz de covariancia arranjados de modo que a
primeira linha, o elemento (0,0), seja o auto vetor correspondente ao maior
autovalor, e assim sucessivamente até que a tltima linha corresponda ao menor

autovalor.

O auto vetor com o maior autovalor associado, corresponde a componente
principal do conjunto de dados usado. Isso significa que essa é o relacionamento mais

significativo entre as dimensdes dos dados. A Figura 1 ilustra esse ponto.
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As componentes principais podem entdo ser usadas conforme a maneira
desejada. Seja apenas para visualizacdo, para aquisicdo de imagens de objetos 2D de
acordo com o melhor posicionamento da cdmera ou reconhecimento das principais

caracteristicas de medidas a serem usadas.

2.1. Matriz de covaridncia

Em estatistica, existem vdrias andlises que podem ser feitas sobre um conjunto
de dados, como a média aritmética, o desvio padrio e a varidncia. Os dois ultimos
medem o quanto os dados estdo afastados em relacdo a média (a varidncia é igual ao

quadrado do desvio padrdo).

Todas essas medidas, porém, consideram separadamente cada tipo de dados. Por
sua vez, a covaridncia sempre é medida entre duas dimensdes (calcular a covariancia
entre uma dimensao e ela mesma resulta na variancia). A férmula da covaridncia para

dados de dimensdo 2 (Xe Y) é:

TG - X)) (Vi -Y)]

n

con( X,V =

Na férmula acima, X e Y sao listas de dados, onde X € a primeira e Y € a segunda
dimensdo. Os elementos com uma barra sobre eles, X e ¥, sdo as médias das listas. X, e
Y; sdo cada um dos elementos das listas nas duas direcdes X e Y, na i-€sima posi¢do. A
varidvel » representa o nimero de itens de dados obtidos. Quando os dados representam
uma amostra (que inicia no indice 0), usa-se n»—/ no denominador e no somatério.
Quando os dados representam o conjunto total da “populagdo”, usa-se simplesmente »

no denominador.

Se os dados tiverem mais de duas dimensdes, € necessario ter a covariancia entre
cada par de dimensdes. A partir dessa idéia, surge a matriz de covariancia. Se forem

usadas trés dimensdes (x, y e z), a matriz de covariancia terd este formato:
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cov(E, x) cov(r. Y] covir, z)
matrir_cov = | cov(y, ) cov(y,yl covly, z)
cotz,x) eouiz,y) covlz, z)

A diagonal principal da matriz contém as variancias e as demais posi¢des a
correlagdo entre as direcOes. Essa matriz € simétrica e real, de modo que é sempre

possivel encontrar um conjunto de autovetores ortonormais (Anton e Rorres,2004).

Para M amostras de vetores em um conjunto qualquer, o vetor médio pode ser

calculado de:

Assim supondo que se tenha 4 amostras de um conjunto de vetores de
caracteristicas 3D, que correspondem a 3 caracteristicas de texturas medidas de 4
imagens: probabilidade maxima, uniformidade,e momento de diferenca de ordem 3.

Suponha também que estes valores para cada uma dos 4 imagens seja:

0 1
x=|0];x=[0;x={1]|;ex,=|0
0 0 0

O vetor médio destas medidas sera:

3/4
m,=|1/4
1/4

Para calcular a matriz de covariincia subtrai-se cada x; de m,. E usando todas
as subtracdes calcula-se o produto de cada subtracdo por ela mesma. A matriz de

covariancia é o resultado da média desta soma.

Para os dados acima se tem:



-3/4

x,—m =|—-1/4|; x,—

X

-1/4

1/4

-1/4
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1/4 1/4

m, =|=1/4|; x,—m_=| 3/4 |e x,—m_=|—-1/4

-1/4 3/4

O produto de cada um destes vetores por ele mesmo resultard cada um em uma

matriz 3x3, dada por (x; — my) (x; — mx)T‘ No exemplo em questdo teremos as seguintes

matrizes respectivamente:

(xz—mx)(xz—mx)r =

(xs_mxxx3_mx)T =

(x4_mx)(x4_mx)T =

9/16 3/16 3/16
G, —m, Yx,—m,) =|3/16 1/16 1/16 |;

3/16 1/16 1/16

(1/16 —1/16 —1/16
~1/16  1/16 1716
~1/16 1/16  1/16
[1/16  3/16  —1/16]
3/16 9/16 -3/16
-1/16 -3/16 1/16 |
[ 1/16  —1/16  3/16
~1/16 1/16 —3/16
| 3/16 -3/16  9/16 |

’

De modo que a matriz de covariincia destes valores sera:

12/16  4/16

4/16

3/16 1/16  1/16

)=1] 4116 12716 —4/16| ou (C,)=|1/16 3116 —1/16

4/16

-4/16

12/16

1/16 -1/16 3/16

Neste exemplo todos os elementos da diagonal principal sdo iguais, o que indica

que os 3 elementos do vetor de caracteristica usado t€ém mesma variancia. Todos os 3

elementos sdo correlacionados. Os elementos 1 e 3 do vetor de caracteristica usado tém

correlacdo positiva,

correlacionados.

enquanto que 0s

elementos 2 e 3 sdo negativamente

Este exemplo numérico da obtencdo da matriz de covaridncia a partir do

conhecimento de 4 medidas das coordenadas 3D de um objeto é apresentado em

Gonzalez e Wood (2000) na (se¢ao 3.6).



by: Simone Vasconcelos e myself

O exemplo de cdlculo acima pode ser facilmente estendido para o calculo da
matriz de covariancia em 3D com qualquer nimero de medidas. Também é facilmente
estendido para casos de vetores com mais de 3 dimensdes. Se estes tiverem 4 dimensdes
a matriz sera 4x4, se tiverem 5 dimensoes a matriz serd 5x5, e tiverem n dimensoes a

matriz seran x n .

A matriz de covariancia para M amostras de vetores em um conjunto qualquer,

com vetor médio m, pode ser calculado de:
C _ 1 < T _ T
x H — xixl mxmx

A matriz da covaridncia € real e simétrica. Sendo sempre possivel encontrar um
conjunto de n autovalores e correspondentemente autovetores ortonormais (Anton e

Rorres , 2004).

2.2. Autoespacos , autovetores e autovalores

Diz-se que um vetor v é um autovetor de uma matriz quadrada M se M v
(multiplicacdo da matriz M pelo vetor v) resulta num mudltiplo de v, ou seja, em A v ( ou
na multiplicagdo de um escalar pelo vetor). Nesse caso, 4 é o chamado autovalor de M

associado ao autovetor v.

Quando se fala em autovetores, subentende-se “autovetores de comprimento 17,

(ndo nulos) ja que a propriedade desejada € apenas a dire¢ao do vetor.

Uma propriedade dos autovetores € que eles sdo perpendiculares (ortogonais)
entre si. Essa propriedade € importante porque torna possivel expressar os dados em

termos dos autovetores, em vez de em termos dos eixos x, y € Z.

Para matrizes de dimensdes 2 x 2 ou também 3 X 3, os autovalores podem ser

calculados usando a equacgio caracteristica de M:

det(M —A-1)=0
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Onde I é a matriz identidade, M a matriz dada e os escalares ndo nulos, 4, que a

solucionam serdo os autovalores. Por exemplo, no caso de uma matriz M 2 x 2:

Ma; Maz —

det ( my — A My . ) _0

Resulta numa equacdo de 2° grau, cujas raizes podem ser calculadas e
substituidas no sistema abaixo para encontrar os autovetores correspondentes a cada

autovalor:

my — A M2 T 0
Moy Mas — A o 0

No caso de dimensdes maiores, ou para algoritmos genéricos para qualquer
nimero de dimensdes, o usual € aplicar um algoritmo numérico iterativo. O ultimo
passo € ordenar os autovetores de acordo com os autovalores de maior valor

(principais).

Equivalentemente, os autovetores associados aos autovalores serdo os vetores
ndo-nulos no espago solugéo de (41 - M) v = 0. Este espago € chamado de auto-espaco
de M associado a A. As bases para cada um destes autovetores sio chamadas de bases

de auto-espaco.

Como exemplo ilustrativo considere que antes da captura definitiva da imagem
de um objetos tenha-se pré-capturado 10 conjuntos de coordenadas x,y,z aleatérias
deste objeto por sonar. Estas coordenadas foram usadas em uma anélise prévia para
posicionamento para a captura definitiva das suas coordenadas. Se a matriz de

covariancia obtida a partir desta andlise previa é:
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Qual seria seus auto-espagos associados e suas auto-bases?
A equaciio caracteristica de M ¢ :
N-5K+81-4=0
Ou na forma fatorada:
(A-1)(A-2°=0
De modo que seus autovalores sdo A =1 e A=2. E, portanto temos 2 autoespacos de M.

Por defini¢do vetor v é um autovetor da matriz quadrada M se e somente se v € solugdo

ndo trivial de :
AI-M)v=10
Assim neste exemplo teremos que achar as solugdes de:

A-0 0 2 |[x] [o
-1 A-2 —1|-|x,|=|0] para os dois autovalores A =I e =2
-1 0 A-3|x]| |0

Para A =2 temos autovetores na forma:

—-2s -1 0 -1 0
vy=t |=s5 0 |+f{1|ecomo| O | e |1|ésdolinearmente independentes formam
s 1 0 1 0

uma base do auto espaco associado a A=2.

Para A =I temos autovetores na forma:

-2s -2 -2
v,=| s |=s 1 |eportanto | 1 |é uma base do auto espaco associado a A=1
K 1 1
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Dois resultados importantes da Algebra Linear sdo (Anton e Rorres,2004, p.
246):

Se uma matriz n x n tem n autovalores linearmente independentes entdo ela é
diagonalizavel. Se uma matriz é diagonalizavel entdo ela tem n autovalores

linearmente independentes que serdo os seus elementos da diagonal principal.

Os procedimentos para diagonalizar uma matriz M correspondem a seguir os

passos abaixo:
1- Encontrar seus autovetores linearmente independente: vy, vz, ...Vys
2- Formar uma Matriz P com estes vetores como colunas.

3- O produto P 'M P serd uma matriz diagonal, com elementos iguais aos

autovalores na diagonal principal.

0 0 -2
Vamos usar estes passos para diagonalizar a M =C =1 2 1], da qual ja
1 0 3
-1 0 -2
calculamos os 3 autovetores : | 0 e |1|associadosa A =2e | 1 | associado a A
1 0 1

=]. Como os 3 sao linermente independentes, isto € ndo multiplos ou resultado da soma

de uns dos outros, o passo 1, ja esta feito.

A matriz do passo 2 é:

-1 0 -2
P:[v1 v, v, ]= 0O 1 1] que pode ser usada para diagonalizar M.
1 0 1

Confira fazendo as contas:

1 0 210 o =2/ |-1 0 =2
P'sM=P=[1 1 1|#%/1 2 1[*%0 1
-1 0 -1l 1 0 3 1 0
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No processo de diagonalizacdo ndo existe uma ordem preferencial para as
colunas de O, se a ordem dos autovalores fosse outro o resultado seria outro mas ainda
diagonalizando a matriz. Mas o mesmo ndo acontece para a Transformada de

Hotelling, ela tem que sempre ser feita em ordem decrescente de autovalores.

2.3 — Transformada de Hotelling

Como a matiz da covariancia € real e simétrica, é sempre possivel encontrar um
conjunto de n auto vetores ortonormais (Anton e Rorres , 2004). Considere que estes n
autovetores sejam arranjados de modo decrescentes de acordo com os valores dos n
auto valores. Isto é vamos chamar de e; o auto vetor correspondente ao maior autovalor,
chamaremos de A;; e que vamos chamar de e; o auto vetor correspondente ao segundo
maior autovalor, Az;e assim sucessivamente de modo que vamos chamar de e,_; o auto

vetor correspondente ao menor autovalor, que chamaremos de A,.; .

Considere uma matriz, 4, cujas colunas sejam os autovetores de C, ordenados
como falado no pardgrafo anterior. E considere uma transformacdo definida por esta

matriz como

y=A(x-my )

Ela vai mapear os valores x, em valores y, cuja média serd zero, isto € my, = 0, e cuja

matrix de covaridncia dos y pode ser obtida de 4 e C, por:
C,=AC. A"

Esta matrix C, € diagonal e tem elementos ao longo da diagonal principal que

sdo os autovalores de Cy. Assim C; sera:

o o >
o > o
S o o
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Como os elementos fora da diagonal principal de C, sdo zeros, os elementos dos
vetores y s@o descorrelacionados. Como os elementos da diagonal de uma matriz
diagonal sdo seus autovalores, segue que Cy e C, possuem os mesmos autovalores e

autovetores (Anton e Rorres,2004).

A transformacdo representada pela equacgdo (1)

y=A4(x-my (1)
€ chamada de Transformada de Hotelling.

A Unica diferenca entre esta com a matriz 4 e a P da seco anterior, que diagonaliza a
matriz Cy, é a ordenacdo dos autovetores e autovalores, que estdo presentes na

Transformada de Hotelling.

Assim no exemplo numérico dos pontos do sonar que estamos considerando, o efeito
do uso da equacdo (1) ou da Transformada de Hotelling é o estabelecimneto de um
novo sistema de coordenadas cuja origem serd o centréide do conjunto de pontos (o
vetor de média) e cujos eixos estardo na direcao dos autovetores de C,. Esta
interpretacio geométrica mostra claramente que o efeito da Transformada de
Hotelling € a obtencdo de um alinhamento dos autovetores por rotacio do sistema de
eixos. Este alinhamento € o mecanismo que descorrelaciona os dados. Além disso,

cada autovalor indica a varidncia do componente y; ao longo do autovetor v; .

A idéia de alinhar objetos desempenha um papel muito importante na Andlise de
Imagens, no Reconhecimento de Padrdes e objetos e na Visdo de Méquina. Depois que
os objetos sdo extraidos, ou segmentados das imagens extrai-se caracteristicas para seu
reconhecimento, a maioria deles muito sensivel ao angulo que a dire¢do entre os eixos
da camera e os eixos do objeto fazem. A utilizacdo da direcdo adequada evita muitos

€I1os pOStCI‘iOI‘CS.

3. Analise de Componentes Principais (PCA)

A PCA consiste em promover uma transformacao linear nos dados de modo que

os dados resultantes desta transformacao tenham suas componentes mais relevantes nas
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primeiras dimensdes, em eixos denominados principais. As figuras abaixo ilustram um

conjunto bidimensional e 0 mesmo conjunto apds a aplicagao da PCA.

18 T T T T T T T

Figura 3 - Conjunto de dados apds a PCA.

A matriz de transformacgfo utilizada para o cdlculo da PCA consiste em uma

matriz cujas colunas sdo os autovetores da matriz de covariancia estimada dos dados.

A matriz de transformacgdo utilizada para o cdlculo da PCA consiste em uma
matriz cujas linhas sdo os autovetores da matriz de covariancia estimada dos dados. A
matriz de covaridncia )., ¢ uma matriz simétrica e definida positiva, que possui
informac@o sobre as variancias em todos os eixos onde os dados estdo distribuidos. Esta

pode ser estimada como:
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|
Tom—% (x, —p)(x, —p)
.'-.-'—JZ 3 '

onde N € o nimero de amostras de dados xi, e i é a média do conjunto.

Os autovetores desta matriz de fato formam uma nova base que segue a variacio
dos dados. A PCA, portanto consiste em uma mudanga de base. A PCA e a
decomposicdo por autovalor de uma matriz sdo basicamente a mesma coisa, apenas

véem o problema de modos diferentes.

A aplicacdo da PCA a uma imagem colorida pode ser realizada com trés passos

basicos: Primeiro gera-se a matriz X a partir da operacdo descrita abaixo:

Y =cov([RGB])

O X, obtido na equagdo acima € uma matriz 3x3, que representa a matriz de
covariancia {cov} da imagem colorida, e servird para o cdlculo da matriz que levard a
imagem do RGB para um novo espago, gerado pela PCA. Com a matriz de covariancia
Y, pode-se, entdo, calcular seus autovalores e autovetores, como representado na

equacao: [T, aut] = eig (X)

Obtém-se dessa operacdo as matrizes T e aut. T € a matriz, na qual suas linhas
sdo os autovetores da matriz de covariancia e aut € a matriz diagonal, na qual os valores
presentes em sua diagonal sdo os autovalores de X. E eig representa a operacdo de

obtencdo dos autovalores e autovetores da matriz X.

A equagdo abaixo mostra a geracao do novo espaco chamado de [P1, P2, P3].

R(D] _'rJ.I ha hs [ R
B} =ty tia b || GUi)
| F(i) ] Lin bz 133 B(i) |
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3.1. PCA em Reconhecimento de Padréoes

Segundo a técnica de PCA, imagens podem ser tratadas como padrdes em um
espaco linear para efetuar reconhecimento estatistico. Sendo /# o nimero de linhas de
uma imagem e w o ndmero de colunas, pode-se dizer que uma imagem é um padrao de
h x w caracteristicas ou um vetor no espaco (fxw) dimensional, o qual € chamado de

“espaco de imagens", representado por /.

Assim, dada uma imagem representada como uma matriz & X w, pode-se
construir sua representacdo como um vetor através de uma leitura coluna a coluna da

imagem, colocando o valor de cada pixel da imagem em um vetor coluna x.

Em reconhecimento de padrdes, é sempre desejavel dispor de uma representagdo
compacta e de um bom poder de discriminacdo de classes de padrdes. Para isso, €
importante que ndo haja redundancia entre as diferentes caracteristicas dos padrdes, ou

seja, que nao haja covariancia entre os vetores da base do espaco de caracteristicas.

Para verificar se ha covariincia entre as caracteristicas (ou varidveis), utiliza-se a
matriz de covariancia. Um espaco vetorial com a propriedade de nio haver covaridncia
entre os vetores da base do espago, possui uma base cuja matriz de covariancia de seus

vetores € diagonal.

Para diagonalizar a matriz de covaridncia, deve-se efetuar uma mudanga de base.
Assim, as varidveis dos padrdes representados em termos dessa nova base do espago de
caracteristicas nido possuem correlacdo entre si, seja H essa nova matriz. E importante
lembrar que no caso de PCA, os autovalores da matriz de covaridncia sdo iguais a
varidncia das caracteristicas transformadas. Assim, se um autovetor possui autovalor
grande, significa que esse fica em uma direcio em que hd uma grande variancia dos
padroes. A importancia disso estd no fato de que, em geral, é mais facil distinguir
padrdes usando uma base em que seus vetores apontam para a dire¢do da maior

variancia dos dados, além de nido serem correlacionados entre si.

Logo, se a matriz H for construida de forma que sejam escolhidos somente os
autovetores contendo os maiores autovalores, a variancia total dos padrdes de entrada

ndo sofre grandes alteragdes.
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3.2 Transformada de Hotelling e PCA na reconstrugdo

Outra aplicag¢do importante se relaciona a reconstrucao de x, dado y por:

y=A-my )

Como as linhas de_A4 sdo vetores ortonormais pois Al=4" qualquer vetor x pode ser

recuperado a partir de seu correspondente y pela relacio:
xX= ATy + m,

Se nem todos os autovetores de C, forem usados mas apenas os k maiores, formando
uma matrix Ay , tem-se uma matriz de transformacgdo de ordem k x n , e a reconstrugdo

ndo serd exata mas uma aproximacao.

3.3. Scores e Loadings

A andlise de componentes principais (PCA) é um método de andlise
multivariada utilizado para projetar dados n-dimensionais em um espago de baixa
dimensao, normalmente duas ou trés. Isso é feito através do cédlculo de componentes

principais obtidas fazendo-se combinagdes lineares das varidveis originais.

Em uma andlise de componentes principais, o agrupamento das amostras define
a estrutura dos dados através de grificos de scores e loadings, cujos eixos sdo
componentes principais (PCs) nos quais os dados sao projetados. Os scores fornecem a
composi¢do das PCs em relacdo as amostras, enquanto os loadings fornecem essa
mesma composicdo em relacido as varidveis. Como as PCs sdo ortogonais, é possivel
examinar as relacdes entre amostras e varidveis através dos grificos dos scores e dos
loadings. O estudo conjunto de scores e loadings ainda permite estimar a influéncia de

cada varidavel em cada amostra.

Os scores (ty) e loadings (pyn) podem ser calculados par a par por um processo

iterativo, como na equacao abaixo.

X=t p'1+t2p'2+ ..... +thp’h
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Figura 4 - Representacio da matriz de dados X decomposta em produto de matrizes de

posto igual a um

A figura abaixo fornece a interpretacdo geométrica dos valores loading e score

para a observacdo “1”, num grafico a duas dimensdes com duas varidveis x1 e x2. A

direcdo de maior variabilidade das amostras € indicada pela reta que representa um

componente principal. Os scores sao as projecoes das amostras na direcdo dos

componenets principais e os loadings sdo os angulos entre cada componente principal e

cada variavel.

x1

Figura 5- Interpretacdo geométrica dos valores loading e score

4. Consideracdes Finais

Andlise dos Componentes Principais (PCA) é um método estatistico linear que

encontra os autovalores e autovetores da matriz de covariancia dos dados e, com esse
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resultado, pode-se realizar a reducdo dimensional dos dados e analisar os padrdes

principais de variabilidade presentes.

PCA ¢é um método exploratdrio porque auxilia na elaboracdo de hipdteses gerais
a partir dos dados coletados, contrastando com estudos direcionados nos quais hipéteses
prévias sdo testadas. E também é capaz de separar a informagdo importante da

redundante e aleatdria.

A PCA também € muito utilizada em algoritmos de compressdo de imagens. A
caracteristica basica da PCA € a reducdo do espaco necessdrio para a representacdo da

imagem, ja que a PCA promove uma compacta¢do da energia.

Com o emprego da PCA a visualizacio de diversas varidveis em um

determinado conjunto de dados torna-se mais produtiva, rapida, objetiva e eficiente.
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